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Anðelina Maksimoviæ i Elena Sladojeviæ

Klasifikacija morfologije

galaksija konvolucionim

neuronskim mre�ama

Cilj ovog rada je morfološka klasifikacija gala-
ksija upotrebom mašinskog uèenja. Podela ga-
laksija na diskolike, izrazito eliptiène, blago
eliptiène, sferne i spiralne, u osnovi je bazirana
na klasifikacionoj shemi koju je postavio Edvin
Habl 1925 godine. U cilju klasifikacije galaksija
na ovih pet kategorija konstruisana su i treni-
rana tri razlièita modela dubokog uèenja: rezi-
dualna neuronska mre�a, konvoluciona mre�a
sa 14 slojeva i VGG16 neuronska mre�a. Pore-
ðene su preciznosti i odzivi ova tri modela. Mo-
deli su trenirani i testirani na bazi Galaxy Zoo
(Lintott et al. 2008), filtriranoj tako da se sastoji
samo od slika za koje je jasno izra�eno kojoj ka-
tegoriji galaksije pripadaju. U cilju proširenja
baze izvršen je niz transormacija postojeæih
slika iz tako filtrirane baze. Najbolji rezultati su
postignuti rezidualnom neuronskom mre�om sa
taènošæu od 88.0%, a potom slede neuronska
mre�a VGG16 sa taènošæu 86.7% i jednostavni
konvolucionim model sa 14 slojeva sa taènošæu
85.6%.

Uvod

Moderni istra�ivaèi danas pokušavaju da od-
govore na mnoga pitanja astronomije koristeæi
neke od najnaprednijih nauènih instrumenata kao
što su teleskopi, kako u optièkom, tako i u dru-
gim spektralnim domenima. Meðutim, savre-
mene opservatorije posmatranjem uspevaju da
prikupe ogromne kolièine podataka, èak do
nekoliko PB tokom jedne noæi. Od 2000. godine
SDSS (Sloan Digital Sky Survey) je prikupio

više podataka nego što je prethodno bilo dos-
tupno u celoj istoriji astronomije (Albareti et al.
2017). Nauènici koji se bave analizom prikup-
ljenih podataka ovog projekta kao najte�i prob-
lem (u smislu te�ine rada struènjaka) identifikuju
problem morfološke klasifikacije galaksija, jer
„ruèna” klasifikacija, koju su do sada radili astro-
nomi, a koja je neophodna za automatizaciju,
jako dugo traje na tolikoj kolièini podataka. Au-
tomatizacija rešavanja ovog problema je takoðe
kompleksna i klasiène metode automatske ob-
rade podataka nemaju zadovoljavajuæe rezultate.
Zbog toga se u ovoj oblasti pojavila potreba za
razvijanjem metoda obrade slike primenom ma-
šinskog uèenja.

Hablov klasifikacioni dijagram

Godinama se smatralo da su svi objekti koji
su vidljivi na nebu deo jednog sistema, naše ga-
laksije. Svakako je postojala ideja da mo�da i
postoje zvezdani sistemi izvan našeg, ali za to
nije bilo nikakvog dokaza jer nisu postojali do-
voljno veliki teleskopi kojima bi se to potvrdilo.
Prvi koji je, pomoæu 2.5 metarskog teleskopa,
uoèio postojanje galaksija daleko izvan granica
naše galaksije, je bio amerièki astronom Edvin
Habl (Edwin Hubble 1889-1953) 1924. godine.
Samo godinu dana kasnije, 1925. godine, on pos-
tavlja dijagram za klasifikaciju galaksija po ob-
liku (Hablov dijagram), poznati i kao Hablova
viljuška (Hubble tunning fork), koji predstavlja
prvu klasifikaciju galaksija.
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Galaksije predstavljaju gravitaciono vezane
sisteme sastavljene od velikog broja zvezda,
gasa, prašine, i tamne materije. Njihovo formi-
ranje traje milijardama godina, stoga njihova
morfologija (oblik i vizuelna pojava) astrono-
mima daje podatke o formiranju i evoluciji same
galaksije. Sve galaksije Habl deli na tri osnovna
tipa; eliptiène, spiralne (sa preèkom i bez nje) i
nepravilne.

1. Eliptiène galaksije, kategorija galaksija
vidno eliptiènog oblika, koje za razliku od spiral-
nih galaksija nemaju nikakvu priznaku rotacione
strukture u obliku (Vukiæeviæ-Karabin i Ata-
nackoviæ 2004). Predstavljaju homogene,
spororotirajuæe zvezdane sisteme u obliku tro-
osnog elipsoida. Na osnovu spljoštenosti lika,
(0 < n < 7), svrstavaju se u osam podgrupa od
skoro sfernih (E0, slika 1) koje su u ovom radu
identifikuju kao kategorija sfernih galaksija, do
najspljoštenijih (E7), od kojih se podgrupa E3 u
ovom radu identifikuje kao kategorija blago
eliptiènih i E7 kao kategorija izrazito eliptiènih
galaksija. Spljoštenost lika galaksije n se raèuna
kao najbli�i ceo broj izraza 10(1 – b/a), pri èemu
su a i b velika i mala poluosa eliptiènog lika ga-
laksije. Orbite zvezda u ovim galaksijama su iz-
du�ene. Br�e zvezde mogu putovati na du�im
relacijama pre nego ih gravitacija okrene u sup-
rotnom smeru, što kao rezultat daje izdu�enu osu
eliptiène galaksije u smeru u kojem se ove zve-
zde kreæu. Raspon velièine eliptiènih galaksija
varira od retkih ogromnih galaksija velièine od
par hiljada kiloparseka do veoma malih patu-

ljastih galaksija do 0.3 kpc. Kiloparsek (kpc) je
merna jedinica koja odgovara razdaljini du�ine
3260 svetlosnih godina. Koncentracija zvezda
kod ove kategorije opada ka njihovoj periferiji.
Takoðe je otkriveno da u njima ima jako malo
hladne meðuzvezdane materije, dok su prisutne
velike kolièine meðuzvezdanog gasa. Sadr�e
znatno manje prašine i gasa nego spiralne i ne-

pravilne galaksije.

2. Spiralne galaksije, kategorija galaksija
koje u sebi sadr�e podsisteme u vidu najpre diska
sa elipsoidnim ispupèenjem u kome se nalazi
kompaktno jezgro (Vukiæeviæ-Karabin i Atanac-

koviæ 2004). U sredini galaksije sadr�e centralni
oval galaksije koje predstavlja gusto grupisane
zvezde u njihovom centru. Dobile su naziv po
strukturama koje se prote�u od centralnog ovala

ka obodu galaktièkog diska gradeæi spiralne gra-
ne galaksije. Spiralne grane galaksije sadr�e
ogromne kolièine meðuzvezdane materije, koje
samim tim ima znatno više u ovoj kategoriji nego
u kategoriji eliptiènih galaksija. Prema velièini
centralnog ovala i razvijenosti spiralnih grana
dele se na tri osnovna podtipa: sa masivnim sre-
dištem i tek naznaèenim spiralnim granama (Sa,
slika 1), sa znatno manjim središtem i razvijenim
granama (Sb) i sa izra�enim spiralnim granama
koje polaze iz vrlo malog središta (Sc).

Spiralne galaksije sa preèkom, posebna
kategorija spiralnih galaksija koje u disku imaju
izra�enu preèku, odnosno izra�enu strukturu od
koje ka obodu kreæu spiralne grane. Na slici 1
oznaèene su sa SB (gde B potièe od eng. bar što
znaèi preèka). Kroz istoriju univerzuma se odnos
broja spiralnih galaksija bez preèke i sa preèkom
znatno promenio. Pre 8 milijardi godina samo
10% ukupnog broja spiralnih galaksija su zauzi-
male spiralne galaksije sa izdu�enom centralnom
strukturom, dok danas ove galaksije èine dve
treæine klase spiralnih, i kao takve se izdvajaju
kao zasebna kategorija. Veruje se da i naša galak-
sija, Mleèni put, takoðe spada u kategoriju spi-
ralnih galaksija sa preèkom. Takoðe su spiralne
galaksije i trenutno najbrojnije u univerzumu.
One zauzimaju 60% ukupnog broja svih galak-
sija. Sve spiralne galaksije, i sa preèkom i bez
nje, su u ovom radu klasifikovane kao kategorija
spiralnih galaksija.

Postoje i galaksije koje su po obliku svrstane
izmeðu eliptiènih i spiralnih galaksija (S0, slika
1). One nemaju spiralne grane (ili se bar ne vide),
ali sadr�e disk sa velikim centralnim ispup-

èenjem u kome su prete�no stare zvezde (Vuki-

æeviæ-Karabin i Atanackoviæ 2004). U ovom
radu su galaksije koje su forma izmeðu eliptiènih
i spiralnih kategorija, svrstane u zasebnu kate-

goriju diskolikih galaksija.

3. Nepravilne galaksije, kategorija galaksija
koje nemaju taèno definisan oblik ili nekakvu
pravilnost u njemu, kao prethodne kategorije.
Nemaju jak sjaj pa su poznate samo one bli�e
(Vukiæeviæ-Karabin i Atanackoviæ 2004). Od
svih navedenih tipova ove galaksije sadr�e naj-

više zvezdane meðumaterije – gasa i prašine.
One zauzimaju nešto manje od èetvrtine ukup-

nog broja galaksija u univerzumu. Za njih se
smatra da su nekada bile spiralne ili eliptiène, i da
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je vremenom došlo do njihove deformacije usled

gravitacione interakcije sa drugim galaksijama.

Takoðe, imaju jako malu masu. Masa proseène

galaksije ove kategorije iznosi otprilike jednu

desetinu ukupne mase Mleènog puta. Zbog jako

male kolièine podataka o ovoj kategoriji, u vidu

slika, u ovom radu se njihova klasifikacija ne

vrši.

Cilj

Osvræuæi se na prethodno navedenu podelu,

ali i vizuelne karakteristike koje su lakše pre-

poznatljive na slikama (i samim tim pogodnije za

uèenje neuronskim mre�ama), galaksije su po-

deljene u 5 izmenjenih klasa, po uzoru na refe-

rentni rad (Dai i Tong 2019) i to: diskolike (G0),

izrazito eliptiène (G1), blago eliptiène (G2), sfer-

ne (G3) i spiralne (G4). Kategorija G0 se nalazi

izmeðu grupa 1 i 2 Hablove klasifikacije, katego-

rije G1-G3 spadaju u Hablovu grupu 1 (eliptiène

galaksije), G4 obuhvata oba tipa spiralnih

(Hablova grupa 2), dok je grupa 3 (nepravilne

galaksije) izostavljena zbog nedostatka karak-

teristiènih morfoloških odlika (slika 1). Ovaj rad

se bavi ispitivanjem uspešnosti klasifikacije

galaksija po obliku na ovih pet kategorija. Klasi-

fikovanje se vrši razlièitim modelima konvo-

lucionih i rezidualnih neuronskih mre�a, na

filtriranoj bazi.

Pre no što se pristupilo klasifikaciji galaksija,
uraðena je obrada slika radi proširenja gustine
informacija, skraæenja vremena treniranja mre�e
i odstranjivanja šuma, kao i u cilju poveæanja
broja primeraka slika u bazi. Cilj je bio dizajn i
treniranje optimalne arhitekture: rezidualne ne-
uronske mre�e, jednostavnog konvolucionog
modela sa 14 slojeva i VGG16 neuronske mre�e,
te poreðenje taènosti, odziva i preciznosti klasifi-
kacije ova tri modela. Porede se i performanse
razlièitih hiperparametara mre�e. Klasifikacija je
vršena na podskupu originalne baze, koji se
sastoji samo iz slika na kojima je jasno izra�eno
kojoj kategoriji pripada galaksija sa slike.

Baza podataka

Baza podataka koja je korišæena potièe od
Galaxy Zoo projekta (Lintott et al. 2008), koji
predstavlja anketu tipa stabla odluèivanja. Ovom
anketom je tokom 175 dana nešto više od 100
hiljada ispitanika klasifikovalo SDSS galaksije.
Na taj naèin je svaku od SDSS galaksija, odgovo-
rima na pitanja akete, klasifikovalo u proseku 38
ispitanika. Procenjeno je da se navedeni naèin
klasifikovanja, uz pomoæ dobrovoljaca i jedno-
stavnih pitanja, poklapa sa mišljenjem struènih
astronoma u 98% sluèajeva, gde se 2% smatra za
neminovnu grešku usled nesavršenosti ljudske
percepcije (Beck et al. 2018). Ovako klasifi-

Slika 1. Klasifikacija galaksija
na osnovi Hablovog
klasifikacionog dijagrama. Sa G
su oznaèene grupe korišæene u
ovom radu. (adaptirano prema
https://commons.wikimedia.org
/wiki/File:
HubbleTuningFork.jpg)

Figure 1. Galaxy classification
based on Hubble Tuning Fork.
G is used to denote groups used
in this paper. (Adapted from
https://commons.wikimedia.org
/wiki/File:
HubbleTuningFork.jpg)



kovana baza sastoji se od preko 60 hiljada slika
dimenzija 424 � 424 piksela, pri èemu za slike
nije eksplicitno navedeno kojoj kategoriji pri-
pada koja od galaksija, veæ je svakoj pojedinaèno
prilo�en broj glasova (odgovora) ispitanika na 37
pitanja ankete. U našem radu, postavljanjem gra-
nica i uslova za pripadnost odreðenoj klasi sve
slike su labelirane na pet kategorija (diskolike,
izrazito eliptiène, blago eliptiène, sferne i spi-
ralne – slika 2). Na svakoj slici je galaksija koja
se posmatra u centru, a oko nje je crnilo ili druga
nebeska tela i strukture.

Filtriranje i podela filtrirane baze

Baza je filtrirana po uzoru na referentni rad
(Dai i Tong 2019) da bi se omoguæilo poreðenje
rezultata. Iz nje su izbaèene sve slike èiji oblik
nije jasno pripadao ni jednoj od klasa, i na taj
naèin su izdvojene 28793 slike iz baze, kao gala-
ksije idealnih oblika. Primenom klasifikacionih
uslova (tabela 1) baza je u ovom sluèaju pode-
ljena na 5 kategorija predviðenih za klasifikaciju:

diskolike, izrazito eliptiène, blago eliptiène, sfer-
ne i spiralne. Brojevi kojima su odreðeni uslovi
predstavljaju verovatnoæu da je na odgovarajuæe
pitanje dat tra�eni odgovor, tj. udeo ukupnog
broja ispitanika koji su smatrali da slika ima od-
reðenu karakteristiku.

Oèekuje se znatno veæa preciznost klasifi-
kacije ovako preureðene baze, jer æe mre�a moæi
mnogo bolje da nauèi osobine oblika iz katego-
rija gde nema loših slika sa nedefinisanim obli-
cima koji se onda ne mogu jasno rasporediti u
predodreðene pet klase. Što se tièe raspodele
slika po setovima, oko 80% svake klase je predo-
dreðeno za trening, 10% za validaciju i 10% za
test (tabela 2).

Metod

Augmentacija slika

Prvo su slike iseèene do dimenzija 150 � 150
piksela. Nakon toga je izvršen downsampling
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Tabela 1. Filtriranje i labeliranje slika filtrirane baze

Kategorija Naziv kategorije Uslovi (Dai i Tong 2019) Spljoštenost Broj primeraka

G0 Diskolike feature disk � 0.430
edge on, yes � 0.602

– 3903

G1 Izrazito eliptiène smooth � 0.469
cigar shaped � 0.50

n = 7 579

G2 Blago eliptiène smooth � 0.469
in between � 0.50

n = 3 8069

G3 Sferne smooth � 0.469
completely round � 0.50

n = 0 8436

G4 Spiralne feature disk � 0.430
edge on, no � 0.715
spiral, yes � 0.50

– 7806

Tabela 2. Raspodela isfiltrirane baze na trening,validacioni i test set

Klasa

Set G0 G1 G2 G3 G4 Ukupno

Trening set 3143 467 6440 6742 4248 23040
Validacioni set 382 61 801 854 790 2888
Test set 378 51 828 837 768 2865
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(umanjenje broja piksela) slika do dimenzija

64 64� piksela kao i u referentnom radu (Dai i
Tong 2019). Kako su kategorije galaksija inva-
rijantne na rotaciju, translaciju, osvetljenost i
mnoge druge parametre, sa slikama su vršene
sledeæe operacije, kako bi i sama mre�a nauèila
takvu invarijantnost:

1. Rotacija za nasumièan ugao od 0° do 180°
2. Osnosimetrièno preslikavanje po x i y osi
3. Zumiranje za nasumiènu vrednost u op-

segu od 0.8 do 1.2
4. Menjanje osvetljenosti od 1 do 2 puta po

intenzitetu

Konvolucione neuronske mre�e

Sve neuronske mre�e pa i konvolucione, sa-
stavljene su od neurona, jednostavnih adaptivnih
jedinica koje su meðusobno povezane i napra-
vljene po uzoru na biološki nervni sistem.

Model svake neuronske mre�e se sastoji od
sledeæih slojeva:

1. Ulazni sloj koji se sastoji od ulaznih neu-
rona koji predstavljaju ulazne podatke

2. Skriveni sloj koji slu�i za procesiranje po-
dataka (njegova slo�enost uglavnom utièe
na ukupnu kompleksnost same mre�e)

3. Izlazni sloj koji se sastoji iz izlaznih neu-
rona koji daju izlaz iz celog sistema

Uèenje koje se dešava u neuronskim mre-
�ama zapravo predstavlja postepeno menjanje
parametara mre�e kako bi ona davala �eljeni
izlaz za date ulazne podatke. Ovo menjanje para-
metara se vrši pomoæu optimizatora, tj. algori-
tama èiji je cilj smanjenje funkcije greške. U
ovom radu su korišæeni poznati SGD (stochastic
gradient descent) i Adam algoritmi.

Konvolucione neuronske mre�e (slika 4) pri-
padaju klasi dubokih neuronskih mre�a. Najveæu
primenu imaju u analizi vizualnih podataka, naj-
èešæe slika, video zapisa itd. Razlika konvoluci-
onih neuronskih mre�a u odnosu na druge tipove
arhitekture neuronskih mre�a jeste u slojevima u
kojima se vrši operacija matematièke konvolu-

Slika 2. Primeri slika iz baze,
tipovi galaksija prema obliku:
G0 – diskolike G1 – izrazito
eliptiène, G2 – blago eliptiène,
G3 – kru�ne, G4 – spiralne.

Figure 2. Image examples from
the dataset: disc – G0,
extremely elliptical – G1,
slightly elliptical – G2,
spherical – G3, spiral – G4.



cije, po kojoj su i dobile ime. Konvolucija je
specijalna linearna operacija transformacije
matrica pomoæu filtera koji tokom konvolucije
prolazi kroz matricu slike. Filter predstavlja op-
erator sa te�inama koje se optimizuju u procesu
treniranja mre�e u cilju smanjenja funkcije
gubitaka. Funkcija gubitaka je funkcija oblika

g y y( , )� , gde je �y oèekivani, odnosno ispravan
izlaz, a y je dobijeni izlaz. Minimizacija funkcije
gubitaka, odnosno greške, podrazumeva
svoðenje razlike izmeðu vrednosti y i vrednosti
�y na najmanju moguæu meru.

Kao izlaz konvolucionog sloja dobija se
mapa karakteristika, koja je rezultat konvolucije
pomenutim te�inskim filtrima i primene neline-
arnosti, kao što je aktivaciona funkcija Leaky
ReLU. Izlaz iz k-tog konvolucionog sloja mate-
matièki se mo�e prikazati sledeæom jednaèinom
(Kim i Brunner 2016):
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U jednaèini (1) y
k predstavlja izlaz iz konvolu-

cionog sloja, taènije k-tu mapu karakteristika po
redu, $ je aktivaciona funkcija (u ovom sluèaju
Leaky ReLU), w

m

k filteri, * operacija konvolu-
cije, xm je ulaz u konvolucioni sloj (u našem
sluèaju slika) i bk je pomeraj (eng. bias) koja
predstavlja konstantnu vrednost koja se dodaje
ulaznoj sumi.

Kao što je reèeno, ove mre�e se razlikuju od
obiènih po tome što imaju više vrsta slojeva, i
njima nije potrebno dovoditi projektovane kara-
kteristike, veæ se mre�a sama trenira uèeæi najbit-
nije karakteristike sa ulaznih podataka koje
dobija. To su èesto slojevi za zdru�ivanje kao i
slojevi maksimalne verovatnoæe da je izlaz ono
što je oèekivano itd. Neki od najbitnijih slojeva
svake konvolucione neuronske mre�e su kon-
volucioni slojevi, pooling slojevi i potpuno pove-
zani slojevi.

1. Konvolucioni slojevi su slojevi u kojima
se vrši konvolucija slika razlièitim filterima, èiji
se parametri tokom treninga neprestano menjaju,
sve dok ne dostignu vrednosti koje daju opti-
malne performanse filtriranja. Kako konvolucija
predstavlja specijalnu vrstu linearnih operacija,
mo�e se predstaviti kao mno�enje matricom
izabranih dimenzija èije se vrednosti tokom

treninga optimizuju. Funkcija ovih slojeva jeste
uèenje karakteristiènih osobina ulaznih poda-
taka, koje su bitne za izvršavanje zadatka mre�e.
Za konvolucione mre�e je, generalno, karak-
teristièan filter sa parametrima koji se optimizuju
tokom uèenja mre�e u cilju smanjenja funkcije
gubitka.

2. Pooling slojevi (slojevi za sa�imanje) slu�e
za smanjenje dimenzija matrice, odnosno sma-
njenje broja piksela slike (downsampling), i fun-
kcionišu tako što najèešæe uzimaju maksimalne
(Max Pooling) ili srednje vrednosti (Average
Pooling) svakog sledeæeg pravougaonika mat-
rice, odreðenog dimenzijama izabranog pooling
filtera. Na slici 3 je prikazan primer sa�imanja
maksimumom, sa dimenzijama Max Pooling
filtera 2� 2. Sa�imanje se generalno vrši tako što
se polazna matrica podeli na onoliko delova
koliko æe iznositi broj piksela u novonastaloj
matrici, i iz svakog dela uzima maksimalna
vrednost piksela koja se upisuje kao odgovara-
juæa vrednost nove matrice. Average Pooling
(sa�imanje srednjom vrednošæu) se vrši na isti

naèin, samo što se uzima srednja vrednost od
svih vrednosti u tom delu polazne matrice.

3. Potpuno povezani slojevi (fully con-
nected layers, FCL) se nalaze iza konvolucionih i
pooling slojeva, i njihovi neuroni su povezani sa
svim neuronima iz prethodnog sloja neuronske
mre�e. Prethodni sloj je kod konvolucionih
mre�a najèešæe pooling sloj, radi smanjenja
dimenzija, ali mo�e biti i obièan konvolucioni
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Slika 3. Primer rada Max Pooling filtra dimenzija
2 �2 na matrici dimenzija 4 �4

Figure 3. Example of Max Pooling layer size 2 �2 on
a matrix size 4 �4
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sloj, sve zavisi od arhitekture mre�e. Kod pot-

puno povezanih slojeva je svaki neuron, vezama

ote�injenim vrednostima koje su im dodeljene,

povezan sa svim neuronima narednog sloja, dok

je kod ostalih slojeva broj veza ogranièen širi-

nom filtera.
U procesu konvolucije (slika 4), najèešæe se

sukcesivno smanjuju prve dve vrednosti dimen-

zija matrice, dok se reðe dešava da one ostanu ne-

promenjene. Istovremeno se broj kanala matrice

svakom novom konvolucijom poveæava u cilju

izdu�enja matrice i „pretvaranja” iste u vektor. S

obzirom da su u ovom radu slike galaksija preds-

tavljene trodimenzionalnim matricama poèetnih

dimenzija 424 � 424 � 3, one bi i kao takve bile

spremne za operacije konvolucija kroz mre�u, ali

im se ipak format još smanjuje, iz razloga koji su

navedeni u odeljku o augmentaciji slika. Na

slikama koje su posle augmentacije formata

150 � 150 � 3 piksela, konvolucija se vrši svakim

novim slojem. Tokom svakog novog ciklusa tre-

ninga parametri se optimizuju do najbolje perfor-

manse filtriranja. To podrazumeva sakupljanje

najbitnijih informacija sa slike o morfologiji ga-

laksija, u cilju njihove klasifikacije.

Rezidualne mre�e

Unapreðenje performansi neuronskih mre�a

se posti�e njihovim produbljivanjem, odnosno

dodavanjem slojeva. Poznato je da mre�a svakim

novim slojem progresivno uèi slo�enije karak-

teristike obele�ja slika neke kategorije. Ipak,

mo�e se desiti i sasvim suprotno, ukoliko je mre-

�a previše duboka. Neke od informacija, kreæuæi

se od sloja do sloja, usled brojnih parametara

slojeva mogu se „zagubiti” u previše dubokoj

mre�i. Stoga se umesto produbljivanja mre�e

dodavanjem novih konvolucioninh slojeva, pos-

le primene aktivacione funkcije dodaju rezi-

dualni blokovi. Rezidualni blokovi se koriste u

cilju prevencije od grešaka koje su vrlo èeste u

mre�ama velike kompleksnosti. Oni koriste

specifiènu vezu koja je funkcija identiteta i spaja

svakih nekoliko slojeva. Na taj naèin se omogu-

æava preskakanje slojeva koji transformišu ulaz-

ne vrednosti, sa ciljem da se ulazna informacija

oèuva neizmenjenom u sluèaju greške (engl. skip

connection identity mapping). Ovaj metod je

jako koristan, pošto ne sadr�i nikakve parametre

koji bi bespotrebno zakomplikovali mre�u, veæ

Slika 4. Primer prolaska slike kroz jednostavnu konvolucionu neuronsku mre�u (adaptirano prema Ali 2019):
Inp. – ulazna slika, CL – konvolucioni sloj, PL – sloj sa�imanja, FCL – potpuno povezani sloj, Outp. – izlaz,
1 – konvolucija, 2 – sa�imanje, 3 – konverzija u vektor.

Figure 4. An example of image flow throughout a simple convolutional neural network (adapted from Ali
2019): Inp. – input image, CL – convolutional layer, PL – pooling layer, FCL – fully connected layer,
Outp. – output, 1 – convolution, 2 – pooling, 3 – flattening.



jednostavno slu�i da prenese taèan izlaz iz
pretodnog sloja sledeæem sloju mre�e. Ipak,
nekada x, odnosno ulazni podaci koje treba
proslediti sledeæem sloju, i F(x), odnosno izlazni
podaci iz prethodnog sloja (slika 5), neæe biti
istih dimenzija.

Razlika u dimenzijama izmeðu x i F(x) nije

redak sluèaj jer, kao što je navedeno, sama ope-

racija konvolucije smanjuje dimenziju ulaznih

slika u cilju njihovog pretvaranja u vektore. Zato

se x mno�i linearnom projekcijom W, kako bi se

proširio broj kanala u cilju podudaranja x i F(x)

(He et al. 2016). Na taj naèin se omoguæava da

ulaz x i izlaz F(x) zajedno budu kombinovan ulaz

za sledeæi sloj, èime se izbegava da se bilo koji od

njih ne prosledi, što bi se desilo kod predubokih

mre�a:

% &y F x W W xi s� �, { } (3)

U jednaèini (3) linearne projekcije Wi i Ws mogu
se implementirati kao 1� 1 konvolucije.

Ovakvim naèinom preskakanja veza izmeðu

slojeva omoguæava se prosleðivanje izlaza iz

svih pretodnih slojeva poslednjem sloju u bloku.

Dakle, rezidualni blokovi rade tako što se izlazne

informacije iz prethodnog sloja dodaju sledeæem

sloju, pre primene aktivacione funkcije. Samim

tim se ostvaruje treniranje dubokih mre�a bez

problema nastalih usled grešaka unutar samih

slojeva mre�e.

Arhitektura mre�a

Arhitektura prve mre�e je raðena po uzoru na
referentni rad (Kim i Brunner 2016) sa manjim
izmenama. Za drugi model usvojena je arhi-
tektura rezidualne duboke neuronske mre�e po
uzoru na referentini rad (Dai i Tong 2019).

1. Jednostavni konvolucioni model

Prvi model, èija je arhitektura navedena u
tabeli P1 u prilogu, imao je 14 slojeva, od kojih
su prva dva bila konvoluciona. U ulazni sloj do-
laze podaci u vidu matrice dimenzija 64� 64. Na
njoj se vrši konvolucija prvobitno grupom od 32
filtera dimenzija 5 � 5 bez paddinga (dopunja-
vanja). Dalje se kao što je prikazano u tabeli vrše
konvolucije filterima razlièitih dimenzija (3 � 3,
2 � 2) èije se vrednosti neprestano optimizuju
tokom treninga. U cilju izbegavanja preteranog
smanjenja prve dve vrednosti dimenzija slike, u
nekim konvolucionim slojevima je prisutno do-
punjavanje ivica jedinicama (padding). Kod svih
konvolucionih slojeva koristi se korak 1, kao i
ReLU aktivaciona funkcija koja se u veæini refe-
rentnih radova pored Leaky ReLU pokazala kao
efikasna. Koristi se glorat uniform inicijalizator,
i bias se na poèetku inicijalizuje na 0.1. Izmeðu
konvolucionih slojeva prisutni su i Max Pooling
slojevi, uzimaju maksimum tako što filterom
prolaze kroz matricu koja pristi�e iz prethodnog
sloja i sa korakom 1 uzimaju maksimalnu vred-
nost matrice koja je trenutno u opsegu filtera. Na
kraju su prisutna tri potpuno povezana sloja od
kojih poslednji ima aktivacionu funkciju softmax
i vraæa verovatnoæu da slika pripada svakoj od
postojeæih kategorija.

2. Rezidualna konvoluciona mre�a

Drugi model mre�e je raðen prema referen-
tnom radu (Dai i Tong 2019). U njemu je upotre-
bljena arhitektura rezidualne mre�e kao u tabeli
P2 (prilog). Prvi deo mre�e èine konvolucioni
sloj velièine 7 � 7, BatchNormalization i Max
Pooling (2 � 2). Ukratko, BatchNormalization
predstavlja tehniku za treniranje jako dubokih
neuronskih mre�a, koja slu�i da standardizuje
ulaze u slojeve. Samim tim, BatchNormalization
èini rad mre�e znatno br�im i stabilnijim. Ostatak
mre�e podeljen je u èetiri rezidualna bloka sliène
graðe. Svaki blok se sastoji od dva segmenta –
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Slika 5. Primer rezidualnog bloka

Figure 5. Example of the residual block
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konvolucionog i identièkog. Identièki blokovi u
sebi imaju tri slo�ena konvoluciona sloja sa ker-
nelima 1 � 1, 3 � 3 i 1 � 1 kao i BatchNormali-
zation i aktivacionu funkciju. Razlika izmeðu
rezidualnih segmenata i obiènih konvolucionih
je u tome što se u konvolucionim vrši down-
sampling slika, tj. smanjenje borja piksela, dok
se u identièkom segmentu to ne radi. U svakom
od èetiri bloka identièki i konvolucioni segmenti
se naizmenièno smenjuju. Mre�a se završava
Average Pooling (2� 2) i FC slojem sa SoftMax
aktivacionom funkcijom sa pet klasa.

3. VGG16 konvoluciona mre�a

VGG16 je konvoluciona neuronska mre�a
koju su 2014. patentirali Karen Simonyan i An-
drew Zisserman sa Univerziteta za robotiku na
Oksfordu. Ovaj model se smatra za najuniver-
zalniju mre�u za rešavanje problema u kompju-
terskoj viziji i zbog toga je poreðen sa druga dva
modela koja su konkretno korišteni za prepo-
znavanje oblika galaksija. Arhitekture VGG16 je
prikazana u tabeli P3 u prilogu.

Rezultati

I filtrirana i originalna baza su podeljene u
istoj razmeri na sledeæe setove podataka: trening
80%, validacija 10% i test 10%. Trening set
predstavlja deo podataka koji se koristi za samo
uèenje mre�e i zbog toga èini veæinu ukupnog
broja slika. Validacioni set se koristi za kontrolu
uèenja tokom treniranja, tj. za proveru da se ne
dešava overfitting. U ovo se uveravamo posma-
tranjem funkcija taènosti tokom koraka uèenja na
trening i validacionom setu, koje bi trebalo obe
da budu rastuæe na globalnom nivou. Test set
èine slike koje nisu imale dodira sa mre�om
tokom treniranja, i koriste se za što preciznije
procenu krajnje taènosti modela.

1. Jednostavni konvolucioni model .
Prvenstveno je praæen porast taènosti i opadanja
funkcije gubitka pri treningu na filtriranoj bazi.
Na validacionim setu dobijena je taènost od
85.6%. Na test setu takoðe je dobijena taènost od
85.6%. Matrica konfuzije data je na slici 6, a pre-
ciznost i odziv klasifikacije datog modela na test
setu, po klasama, navedeni su u tabeli 3. Lako se
uoèava problem sa prepoznavanjem klase G1

(izrazito eliptiène galaksije), što je i oèekivano

zbog znatno manjeg broja ulaznih podataka za

ovu klasu galaksija. Takoðe, zbog njihove sliè-

nosti sa diskolikim galaksijama, najveveæim de-

lom su svrstane u tu kategoriju.

Tabela 3. Preciznost i odziv klasifikacije
jednostavnog konvolucionog modela, izra�en
u procentima

Klasa galaksija

Mera G0 G1 G2 G3 G4

Preciznost 91.0 63.6 90.5 79.3 87.2
Odziv 92.1 13.7 70.3 93.8 94.8

2. Rezidualna mre�a. Praæeno je opadanje

funkcije gubitka i porast taènosti pri treningu

ovog modela na filtriranoj bazi. Ova mre�a je

postigla najbolje rezultate na validacionom setu

– 88.0%, ali zbog tehnièkih nemoguænosti nije

dalje testirana.

3. VGG16 mre�e. Na filtriranoj bazi je ta-

koðe praæeno opadanje funkcije gubitka i porast

funkcije taènosti na trening setu podataka fil-

trirane baze. Na valdiacionom setu podataka

Slika 6. Matrica konfuzije prvog modela (jednostavni
konvolucioni model) na test setu

Figure 6. Confusion matrix of the first model
(Simple Convolutional Model) on the test set



dobijena je taènost od 86.1%, dok je na test setu
taènost iznosila 86.7%. Matrica konfuzije data je
na slici 7, a preciznost i odziv klasifikacije ovog
modela na test setu u tabeli 4.

Tabela 4. Preciznost i odziv klasifikacije
VGG16 (izra�eni u procentima)

Klasa galaksija

Mera G0 G1 G2 G3 G4

Preciznost 91.2 66.7 92.7 78.6 90.3
Odziv 93.6 7.8 70.3 96.0 96.2

Završna diskusija

Pri menjanju aktivacionih funkcija tokom tre-
niranja modela na manjim uzorcima baze po-
kazalo se da Leaky-ReLU funkcija ima bolje
performanse od sigmoid i ReLU funkcije. Ta-
koðe, pokazala se neznatna razlika izmeðu Adam
i SGD optimizacionih algoritama, pa je u daljem
treniranju korišæen SGD. Mre�e sa više slojeva
su se pokazale kao preciznije, tj. duboka mre�a
sa rezidualnim slojevima se pokazala kao naj-
bolja, posle koje sledi veæ poznati model neuron-

ske mre�e – VGG16, dok se jednostavan model
iz referentnog rada (Kim i Brunner 2016) poka-
zao kao najlošiji. Iako su dobijene razlike male –
svega nekoliko procenata – rezidualna mre�a
ostvaruje najveæi potencijal u daljem radu koji
podrazumeva dodatnu optimizaciju parametara,
augmentaciju slika u vidu promene kontrasta,
saturacije, ekspozicije, rotacije i manipulaciju
dodatnim slojevima. Takoðe je primeæena zna-
èajna razlika u vidu lošijeg performansa na klasi
1 (izrazito eliptiène galaksije). To se objašnjava
neujednaèenošæu podataka i znaèajno manjom
zastupljenošæu te klase u bazi, te stoga mre�e
nisu bile sposobne da nauèe tu klasifikaciju. Što
se tièe daljih unapreðenja, proširivanje izvora
originalnih slika, u smislu ujednaèavanja broja
trening podataka za svaku kategoriju, kao i pre-
ciznija podela i filtriranje baze bi dovelo do
znatnog poveæanja taènosti klasifikacije.

Zahvalnost. Veliku zahvalnost dugujemo
Nikolini Milanoviæ sa programa astronomije
ISP, za znaèajnu pomoæ koja se odnosi na astro-
nomske aspekte ovog rada.
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Anðelina Maksimoviæ and Elena Sladojeviæ

Galaxy Morphology Classification

Using Convolutional Neural

Networks

The main aim of this paper is to efficiently
solve the problem of dividing galaxies into dis-
tinct categories. The scientific background of the
division is the Hubble Tuning Fork diagram es-
tablished by Edwin Hubble, in which the galax-
ies are separated in different categories based on

their shape and appearance. The categories are
simplified to the 5 following: disk, extremely el-
liptical, slightly elliptical, spherical and spiral.
The initial dataset consisted of 60 000 images
gathered by Sloan Digital Sky Survey, already
classified by volunteers in the Galaxy Zoo pro-
ject (Lintott et al. 2008). Due to the irrelevance
of certain images, the dataset was filtered leaving
only images that undeniably belong to one and
only one of the 5 groups and eliminating images
that picture a star or galaxies for which it can not
clearly be sure where they belong. The more pre-
cise dataset contained 27 000 images and it was
used to train and test networks. To provide the
solution with the most accuracy, it was used to
experiment with different models of the network
and hyper parameters within the network itself.
The models used were the simple Convolutional
model with 11 layers, VGG16 Neural Network
with 16 layers, and Residual Neural Network
with 26 layers. Due to the complexity of CNN ,
the model was improved by adding Residual lay-
ers which reduce the mistakes that can occur
among networks with numerous convolutional
layers. The results showed that deeper networks
result in better accuracy. The best result was
achieved by ResNet with accuracy (88.0%) fol-
lowed by VGG16 (86.7%) and CNN (85.6%).



Prilog
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Tabela P1. Arhitektura mre�e prvog modela (jednostavni konvolucioni model, Kim i Brunner
2016)

Tip sloja Filteri Dimenzije
filtera

Padding Aktivaciona
funkcija

Inicijalizacija
te�ina veza

Inicijalizacija
bias-a

Konvolucioni 32 5� 5 – Leaky ReLU glorat uniform 0.1
Konvolucioni 32 3� 3 1 Leaky ReLU glorat uniform 0.1
Pooling – 2� 2 – – – –
Konvolucioni 64 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 64 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 64 3� 3 1 Leaky ReLU glorat uniform 0.1
Pooling – 2� 2 – – – –
Konvolucioni 64 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 64 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 64 3� 3 1 Leaky ReLU glorat uniform 0.1
Pooling – 2� 2 – – – –
Fully connected 2048 – – Leaky ReLU glorat uniform 0.1
Fully connected 2048 – – Leaky ReLU glorat uniform 0.1
Fully connected 5 – – Softmax glorat uniform 0.1
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Tabela P2. Arhitektura mre�e drugog modela (rezidualna konvoluciona mre�a, Dai i Tong 2019)

Tip sloja Filteri Dimenzije
filtera

Padding Aktivaciona
funkcija

Inicijalizacija
te�ina veza

Inicijalizacija
bias-a

Konvolucioni 64 7� 7 – Leaky ReLU glorat uniform 0.1
Pooling – 2� 2 – – – –
Konvolucioni 128 1� 1 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 128 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 512 1� 1 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 128 1� 1 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 128 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 512 1� 1 1 Leaky ReLU glorat uniform 0.1
Pooling – 2� 2 – – – –
Konvolucioni 256 1� 1 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 256 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 1024 1� 1 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 256 1� 1 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 256 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 1024 1� 1 1 Leaky ReLU glorat uniform 0.1
Pooling – 2� 2 – – – –
Konvolucioni 512 1� 1 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 512 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 2048 1� 1 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 512 1� 1 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 512 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 2048 1� 1 1 Leaky ReLU glorat uniform 0.1
Pooling – 2� 2 – – – –
Konvolucioni 1024 1� 1 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 1024 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 4096 1� 1 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 1024 1� 1 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 1024 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 4096 1� 1 1 Leaky ReLU glorat uniform 0.1
Pooling – 2� 2 – – – –
Fully connected 5 – – Leaky ReLU glorat uniform 0.1
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Tabela P3. Arhitektura mre�e treæeg modela (VGG16)

Tip sloja Filteri Dimenzije
filtera

Padding Aktivaciona
funkcija

Inicijalizacija
te�ina veza

Inicijalizacija
bias-a

Konvolucioni 64 3� 3 – Leaky ReLU glorat uniform 0.1
Konvolucioni 64 3� 3 – – – –
Pooling – 2� 2 – – – –
Konvolucioni 128 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 128 3� 3 1 Leaky ReLU glorat uniform 0.1
Pooling – 2� 2 – – – –
Konvolucioni 256 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 256 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 256 3� 3 1 Leaky ReLU glorat uniform 0.1
Pooling – 2� 2 – – – –
Konvolucioni 512 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 512 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 512 3� 3 1 Leaky ReLU glorat uniform 0.1
Pooling – 2� 2 – – – –
Konvolucioni 512 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 512 3� 3 1 Leaky ReLU glorat uniform 0.1
Konvolucioni 512 3� 3 1 Leaky ReLU glorat uniform 0.1
Pooling – 2� 2 – – – –
Fully connected 4096 – – Leaky ReLU glorat uniform 0.1
Fully connected 4096 – – Leaky ReLU glorat uniform 0.1
Fully connected 5 – – Leaky ReLU glorat uniform 0.1




