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Analiza karakteristika
tekstura na fotografijama i
njihova primena u
prepoznavanju materijala

U ovom radu su ispitivane metode klasifikacija
materijala fotografisanih pod nepoznatim uglom
i osvetljenjem. Demonstrirano je kako se ova
vrsta klasifikacije, gde je tekstura glavni vektor
karakteristika, moZe uspesSno izvrsiti koristeci
banke filtara. Konvolucijom slike sa odredenom
bankom filtara dobijeni su vektori karakteristika
koji su potom klasterizovani, pa statisticki obra-
deni formiranjem histograma koji predstavlja
raspored piskela po klasterima tog materijala.
Histogrami su poredeni direktno, minimizacijom
x? distance, kao i kori$¢enjem neuronskih mre-
Za, pri cemu je direktna metoda efikasnija (daje
iste rezultate sa tri puta manjim trening setom).
Poredene su efikasnosti razlicitih banki filtara.
Ukupno je klasifikovano 20 materijala iz baze
,, Columbia-Utrecht” sa po 92 slike za svaki ma-
terijal.

Uvod

Klasifikacija je proces razvrstavanja poda-
taka u klase, na osnovu zajednickih osobina. U
ovom radu klasifikacija se odnosi na razvrsta-
vanje fotografija na osnovu materijala (teksture)
koje one predstavljaju.

Pri klasifikaciji slika obic¢no se izdvajaju ka-
rakteristike koje olakSavaju njihovo svrstavanje
u jednu od klasa. Izdvajanje reprezentativnih ka-
rakteristika slike je ¢esto najveci izazov pri reali-
zaciji kvalitetnog sistema za klasifikaciju. U
fizickom svetu, tekstura je okarakterisana bojom,
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Sarom, i reljefom, ali na slici takve karakteristike
nije jednostavno izdvojiti. Dodatni je problem
$to se Cesto deSava da ista tekstura slikana pod
razli¢itim uglovima i osvetljenjima izgleda sa-
svim drugacije, ili da dve sasvim razlicite teks-
ture slikane pod izmenjenim uslovima izgledaju
veoma sli¢no.

Pokazalo se da se pogodne kakteristike foto-
grafisane teksture mogu izdvojiti konvolucijom
slike odredenom grupom filtara (Varma i Zis-
serman 2004). KoriS¢eni filtri su predstavljani
dvodimenzionalnim kvadratnim matricama.
Osnovni princip primene ovih filtara je sledeci:

Neka su dati ulazna slika dimenzijaz x ¢ i filtar
dimenzijar x r, pri ¢emu je svakom pikselu slike
dodeljena samo jedna skalarna vrednost i gde je
t >>r. Postavimo centar filtra na proizvoljni
piksel ulazne slike, tako da se svaki piksel filtra
poklapa sa jednim pikselom slike. MnoZenjem
vrednosti piksela filtra i odgovarajuceg piksela
slike, pa kasnijim sumiranjem svih proizvoda,
dobijamo vrednost koju nazivamo odziv filtra u
konkretnom pikselu ulazne slike. Pomeranjem
centra filtra kroz sliku i ponovnim racunanjem
dobijamo vrednosti odziva filtra za sve piksele
ulazne slike. Novodobijena matrica je dimenzija
(t—r)x (¢t —r)jer je neophodno da svaki piksel
filtra poklapa neki piksel slike, pa centar filtra ne
moze biti bliZe ivici slike od 7/2 piksela.

Svaki piskel rezultujuée matrice nosi infor-
maciju o odgovarajucem pikselu ulazne slike,
kao i njegovoj r x r okolini. Tako se, uz pogodan
izbor filtara, mogu posmatrati pojedinacni pik-
seli koji nose informaciju o lokalnim karakteri-
stikama fotografisane teksture.
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Ukoliko su filtri izabrani tako da ekstraktuju
informaciju o teksturi na slici, sada imamo mat-
ricu (t —r) x (¢ —r) koja je nosilac te informacije.
Medutim, matrica samostalno nije dovoljna za
klasifikaciju, primarno zato $to ne nosi dovoljan
broj informacija za razlikovanje materijala.

Zato se prilikom filtriranja na sliku prime-
njuje skup (banka) filtara, koji imaju neke zajed-
nicke osobine (npr. vecina filtara je invarijantna
na rotaciju, ili sluZi za detektovanje ivica). Na-
kon filtriranja slike bankom filtara, dobijamo n
izlaznih matrica (odziva filtara) oznacenih sa M,
..., M, gde je n broj filtara u banci. Oznacimo sa
M(p,) vrednost i-tog odziva filtra za j-ti piksel
ulazne slike, gdejei=1,...,n,j=1, ..., 11l
ukupan broj piksela izlazne matrice. Na osnovu
opisanih izlaznih matrica se formira / uredenih
n-torki odziva svakog od filtara (M,(p;), Ma(ps),
..., M,(py)) zasvakiod s =1, ..., [ piksela izlazne
matrice.

Sada se informacija o slici sadrZi u skupu od /
tacaka u n-dimezionom prostoru. Primenom me-
toda klasterovanja, konkretno K-means cluster-
ing (Moore 2001), te tacke se grupiSu u k klastera
(grupacija). Pikseli sli¢nih lokalnih svojstava
teksture ¢e, na ovaj nacin, biti grupisani u istom
klasteru.

Dalje se svakom pikselu originalne slike do-
deljuje vrednost iz opsega 1, ..., k, u zavisnosti
od klastera kojem je taj piksel najbliZi. Defini-
Simo histogram H, koji prikazuje broj piksela
dodeljenih svakom od klastera, kao H(n,(1),
np(2), ..., ny(k)), gde je n,(i) broj piksela do-
deljenih klasteru i, i = 1, ..., k. Formiranjem
histograma H se dobija konac¢na informacija koja
se se koristi za odredivanje teksture koja se nalazi
na slici.

Metod

Realizacija se sastoji iz dva dela — treniranja i
prepoznavanja materijala.

1. Treniranje

— Sve slike iz traning seta se filtriraju bankom
filtara

— Nakon toga se za svaki materijal pona-
osob, i karakteristike izdvojene iz njega u
vidu (¢ —r)x (¢ —r)x n vektora, primenjuje
K-means algoritam, kojim se dobija k
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klastera i k£ njihovih centara odnosno sred-
njih vrednosti

— Pravljenje re¢nika histograma za taj mate-
rijal, koji se potom koristi pri samom pre-
poznavanju

— Ceo opisan proces se ponavalja za sve ma-
terijale

— Na kraju treninga se dobija set od Lx P
histograma, gde je L broj klasa, a P broj
slika u trening setu za jedan materijal

2. Prepoznavanje nepoznatog materijala

— Filtriranje neidentifikovane slike bankom
filtara i racunanje karakteristika u n-di-
menzionom prostoru

— Za svaki od materijala nad kojima je izvr-
Seno treniranje:
a) svrstavanje svakog od (¢ —r)x (t—r)
vektora karakteristika uz jedan (najblizi)
centar klastera, ve¢ izraunat za taj mate-
rijal u procesu treniranja
b) oznacavanje svakog piksela ulazne sli-
ke indeksom klastera kome njegov vektor
karakteristika pripada
¢) pravljenje histograma koji predstavlja
raspored piskela po klasterima tog mate-
rijala

— Poredenje histograma dobijenih iz nepoz-
nate slike sa re¢nikom histograma rezultuje
identifikacijom materijala na nepoznatoj
slici

Pre treniranja slike su normalizovane, kako bi

klasifikacija u odredenoj meri bila otporna na
varijacije u kontrastu i osvetljenju.

Treniranje

Slike iz trening seta na kojima se nalazi isti
materijal (pripadaju istoj klasi) filtriraju se iza-
branom bankom filtara. U ovom radu kori§éene
su tri banke filtara: MR8, LM i S (Varma i Zisser-
man 2004). MR8 banka filtara (slika 1a) se sas-
toji od orijentisanih filtara na razli¢itim skalama,
pri ¢emu se u obzir uzimaju samo filtri koji za
datu orijentaciju daju maksimalni odziv. S banka
(slika 1b) sadrzi filtre slicnie high-pass filtrima
(filtar propusnik visokih ucestanosti) u obradi
signala, koji su rotaciono invarijantni (orijenta-
cija Sara na slici ne utic¢e ne klasifikaciju). LM
banka filtara (slika 1 ¢) se sastoji od kombinacije
orijentisanih filtara i simetri¢nih filtara.
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Slika 1. Izgled kori$c¢enih banki
filtara: a) MRS banka, b) S banka,
¢) LM banka.

Figure 1. Filter banks used in this
paper: a) MR8 bank, b) S bank,
¢) LM bank.
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Nakon filtiranja svih slika se dobija skup od
Px(t—r)x(t —r) tataka u n-dimenzionom pros-
toru, pri ¢emu je P broj slika jedne klase u trening
setu, ¢ dimenzija slike (u ovom radu 200), ar xr
dimenzije filtara. Svaka opisana tacka predsta-
vlja jedan vektor karakteristika nekog od piksela
ulazne slike. Dalje se na taj skup vektora kara-
kteristika primenjuje K-means algoritam, ¢ime
se dobija k grupacija (klastera), odnosno k vek-
tora koja predstavljaju centre ovih k grupacija.

Svakom opisanom vektoru karakteristika pri-
druzuje se centar klastera kojem je on najblizi.
Potom se za svaku sliku klase koja se obraduje iz
trening seta, tj. za skup tacaka u n-dimenzionom
prostoru, koji se dobije posle filtriranja slike, od-
redi koliko tacaka pripada kom klasteru, tako $to
se kaze da tacka pripada klasteru ako je centar
klastera bliZi datoj tacki od centara ostalih klas-
tera. Time se dobije (f —r) x (t —r) matrica Ciji su
elementi brojevi izmedu 1 i k. Poslednji korak je
formiranje histograma H za svaku od slika. His-
togram H prikazuje broj piksela dodeljenih sva-
kom od klastera. Time se dobija P histograma
koji predstavljaju deo rec¢nika koji opisuje koja
slika pripada kojoj klasi.

Opisani proces se ponavlja za svaku klasu
koju program treba da prepozna, i na kraju se za
svaku klasu dobija po P histograma, kao i po k
centara klastera. VaZno je napomenuti da centri
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klastera koji se dobijaju K-means algoritmom
nisu uvek isti, i da umnogome zavise od raspo-
reda tacaka (nekada se ne dobijaju isti centri Cak i
kada se algoritam primeni dva puta na isti skup
tacaka). Klasteri ¢iji se centri dobiju za svaku
klasu se takode nazivaju i tekstoni.

Na kraju treninga se dobija set od L x P histo-
grama, gde je L broj klasa, i L x k tekstona.

Klasifikacija

Klasifikacija se vrsi sli¢no treningu, tako $to
se prvo slika koja se klasifikuje filtrira bankom
filtara, ¢ime se dobije skup tacaka u n-dimenzi-
onom prostoru odziva filtara. Potom se, umesto
primene K-means algoritma, za svaku klasu i
njenih k centara klastera (,,nau¢enih” u procesu
treninga) odreduje koliko tacaka ulazne slike
pripada kom klasteru, da bi se na kraju formirao
histogram koji predstavlja raspodelu piksela
slike po tekstonima date klase. Tako se dobija L
histograma koji predstavljaju raspored piksela
slike po tekstonima L klasa. Svaki od L histo-
grama se uporeduje sa svakim od P histograma
slika iz trening seta odgovarajuce klase. Ona
klasa medu ¢ijim se histogramima pronade naj-
veca podudarnost se histogramom nove slike je
klasa kojoj pripada nova slika, tj. uporedivanjem
histograma se odreduje vrsta materijala na slici.
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Analiza efikasnosti poredenja
histograma

Jedan od ciljeva ovog rada je poredenje efika-
snosti metoda uporedivanja histograma. Kon-
kretno, za poredenje histograma koriSéene su
metoda direktnog uporedivanja minimizacijom
x* distance i primenom klasifikacije putem neu-
ronskih mreZa. Takode, broj klastera na koji se
grupisu tacke utice na efikastnost klasifikacije
(premalo klastera uzrokuje nedovoljnu definisa-
nost klasa, dok se sa previse klastera moZe desiti
da i najsitnije razlike svrstaju dve sli¢ne slike u
razlicite klase). U nastavku ¢e biti opisane koris-
éene metode uporedivanja histograma.

Metod direktnog poredenja histograma ko-
risti minimizaciju y? distance. Klasa u kojoj se
nalazi histogram za koji ova vrednost hi-kvadrata
najmanja, je trazena klasa.

Metod treniranja i kori§¢enja neuronskih
mreZa podrazumeva treniranje onoliko neuron-
skih mreZa koliko imamo klasa koje sistem pre-
poznaje. Svaka mreza se trenira da samo za jednu
klasu prepozna da li slika pripada toj klasi ili ne.
Ulazni parametri su u ovom slucaju histogrami, a
izlazni parametar je vrednost, oznacena sa P,,
koja predstavlja verovatnodu da slika pripada
klasi ¢ija se neuronska mreZa testira. Prilikom
klasifikovanja koris¢enjem opisane metode, L
razlicitih histograma nove slike (po jedan histo-
gram za svaku klasu) propusta se kroz L razlicitih
neuronskih mreZa (jedna mreZa za svaku klasu),
pri ¢emu i histogram i mreZa odgovaraju istoj
klasi. Na kraju se porede dobijene vrednosti
verovatnoca P, i klasa za koju je verovatnoca P,
najveca se proglasava klasom kojoj nova slika
pripada.

Rezultati 1 diskusija

Uspes$nost metode direktnog poredenja histo-
grama u zavisnosti od broja klastera i broja slika
u trening setu data je u tabelama 1,21 3, za S,
MRS i LM banke filtara, respektivno. U svim
slucajeva klasifikacija se vr§ila na 20 razlicitih
klasa.

Iz priloZenih tabela se moze zakljuciti da je i
veli¢ina trening seta, kao i broj klastera u mno-
gome uti¢u na efikasnost sistema. Ostaje joS da
se ispita koliko broj klasa oteZava klasifikaciju.
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Tabela 1. Uspesnost klasifikacije 20 razli¢itih
klasa u zavisnosti od broja klastera i veli¢ine
trening seta, koriste¢i S banku filtara

Broj slika  Broj klastera

u trening

setu 10 20 25
20 81% 88% 89%
15 72% 79% /

Tabela 2. Uspesnost klasifikacije 20 razli¢itih
klasa u zavisnosti od broja klastera i veli¢ine
trening seta, koriste¢i MR8 banku filtara

Broj slika  Broj klastera

u trening

setu 10 20 25
20 83% 92% /
15 75% 90% /

Tabela 3. Uspesnost klasifikacije 20 razli¢itih
klasa u zavisnosti od broja klastera i veli¢ine
trening seta, koriste¢i LM banku filtara

Broj slika  Broj klastera

u trening

setu 10 20 25
20 80% 86% 86%
15 78% 83% /

Prilikom rada sa neuronskim mrezama, vr-
Sena je klasifikacija na 20 razlicitih klasa, tj.
trenirano je 20 razli¢itih neuronskih mreZa, za
svaki materijal po jedna. Svaka mreZa je imala 25
ulaznih neurona (po jedan za svaki klaster pred-
stavljen na histogramu), 25 skrivenih, i jedan
izlazni. Takode, vaZno je napomenuti da su mreZi
prosledene sve slike koje se nalaze u bazi, od ko-
jih je odabrano 70% za trening, a po 15% za
verifikaciju i testiranje. Tokom provere efikas-
nosti, mrezi su prosledivane sve slike iz baze,
koje pripadaju jednoj od 20 klasa. Ta¢nost opi-
sanog sistema iznosila je 79%. Iz navedenog se
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Tabela 4. Uspesnost klasifikacije 20 klasa u zavisnosti od broja klastera i veliCine trening seta,

koristeci S banku i neuronske mrezZe

Broj slika u trening 10 klastera 10 ulaznih 20 klastera 20 ulaznih 25 klastera
setu neurona neurona

20 22% 53% /

15 13% 29% /

moZe uoditi da je neuralnoj mreZi za istu tacnost
potreban mnogo veci trening set nego kada se
vr§i direktno poredenje. U tabeli 4 prikazana je
uspesnost neuronskih mreza pri klasifikaciji ko-
risteci S banku filtara i redukovan trening set.

Zakljucak

Ovim radom smo demonstrirali kako je mo-
gude izvrsiti klasifikaciju slika fotografisanih
pod nepoznatim uglom i osvetljenjem. Pokazano
je kako se koriS¢enjem banki filtara moZe uspe-
$no ekstraktovati informacija o teksturi iz slike.
IstraZena je zavisnost broja klastera, banki filtara
i broja slika u trening setu od uspeSnosti sistema.
Takode su uporedena dva nacina prepoznavanja
slika, tj. poredenja histograma — koris¢enjem mi-
nimizacije y* distance (direktno) i treniranjem
neuralnih mreza. Pokazalo se da je za istu uspes-
nost neuronskim mreZama potreban tri puta veci
trening set.

U daljim radovima zanimljivo ¢e biti istraziti
kako bi se karakteristika boje mogla iskoristiti u
cilju poboljSanja sistema.
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Aleksandar Sretenovi¢ and Vuk
Vukomanovic¢

Feature Analysis of Image Texture
and their Application on
Classification of Materials

The subject of this paper is material classifi-
cation from images obtained under unknown
viewpoint and illumination. In practice, it has
been shown that this type of image classification,
where the main “feature” vector is texture, can be
successfully done using banks of filters. A filter
bank is actually a set of filters with a common
purpose (for example, the S-bank of filters con-
tains filters whose purpose is detecting edges).
The image is first transformed, in such a way that
all of the pixels contain only one value, usually
into the grayscale format. Afterwards, all of the
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images of the same material are convolved with
the chosen filter bank, leaving us with a matrix in
which every pixel caries information about itself
and its surroundings. Those matrices are clus-
tered, using K-means clustering algorithm, into n
clusters, which represent the features of a texture.
Doing this for all images of a certain texture, and
afterwards creating a histogram of clusters for
each image, gives us the characteristics of that
texture. While classifying a certain image, using
the above explained method, a histogram is cre-
ated for that particular image, and is afterwards
compared to all the other histograms of all the
textures. The texture whose histogram is the
closest match to the histogram of the image
should be the texture that is on the image.

In this paper, the efficiency rates of different
banks of filters (the S-bank, MRS-bank and the
LM-bank) of filters are compared, as well as the
efficiency rates of two different methods of com-
paring histograms (the minimisation of chi-squ-
ared distance and the usage of neural networks)
are investigated. It is also investigated how much
the number of clusters during the K-means clus-
tering affects the effectiveness of the system
(Moore 2001).

The results, when classifying 20 different
materials, show that the number of images in the
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training set greatly influences the efficiency rate,
while the number of clusters influences it, but af-
ter a certain point it starts being less and less im-
portant. As shown in Table 1, the results of the
system are almost 10% better with 20 training
images (81.5% with 10 clusters, and 88.5% with
20 clusters) than with 15 (72% with 10 clusters,
and 79.5% with 20 clusters). At the same time,
while keeping the number of training images at
20, the system has performed 7% better with 20
clusters (88.5%) than with 10 (81.5%), but only
0.5% better with 25 clusters (89%), compared to
20. In all of these cases, the minimisation of
chi-squared distance for comparing histograms
and the S-bank of filters are being used (Pele &
Werman 2010).

Surprisingly enough, while comparing the ef-
ficiency of neural networks and the chi-squared
method, it is noticed that neural networks need a
training set almost three times larger than the chi
method, for a remotely close, but still lower effi-
ciency rate. While the efficiency of the chi-squ-
ared method with the S-bank of filters and 25
clusters when classifying 20 textures is 89%, the
efficiency of neural networks in the same system,
but with three times more images in the training
set is only 79.5%. O
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